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Information pour l’usager

Signes conventionnels

Les signes conventionnels suivants sont employés dans l’article :

α	 Taux d’apprentissage.

p	 Valeur du momentum.

ꞷ	 Facteur de dégradation.
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Résumé

Les microdonnées sur les bâtiments et les infrastructures physiques sont de plus en plus pertinentes pour les 
programmes statistiques dans les sphères sociale, économique et environnementale. De nouvelles sources de 
données et des méthodes d’analyse avancées peuvent être utilisées pour générer une partie de cette information. 
Le présent rapport explique comment les réseaux neuronaux convolutifs (RNC) multiples sont peaufinés 
aux fins de la classification des bâtiments en fonction de leurs différents types (p. ex. maisons, immeubles 
d’appartements, bâtiments industriels) au moyen d’images prises à partir de la rue. Les RNC utilisent la structure 
de la façade dans l’image du bâtiment aux fins de sa classification. Plusieurs RNC de pointe ont été peaufinés 
pour accomplir la tâche de classification. Les modèles entraînés fournissent une validation de principe et montrent 
que les RNC peuvent servir à classer les bâtiments au moyen de leurs images prises à partir de la rue. Le 
rendement obtenu aux phases d’entraînement et de validation des RNC entraînés a été mesuré. De plus, les RNC 
entraînés sont évalués au moyen d’un ensemble de données de test distinct d’images prises à partir de la rue. 
Cette approche peut être utilisée pour accroître les renseignements disponibles dans les bases de données de 
libre accès, comme la Base de données ouvertes sur les immeubles.

1	 Introduction

Le type d’immeuble est un élément d’information important qui a des applications cruciales sur le plan de l’analyse 
sociale et économique de même que pour l’urbanisme. Il est important de disposer d’une base de données à 
jour à grande échelle qui renferme de tels renseignements au niveau local et national. Par exemple, l’élaboration 
d’une stratégie sur le logement exige des renseignements à jour sur les types d’immeubles existants et nouveaux. 
Les données sur les types d’immeubles et le développement immobilier, dans chaque secteur de compétence, 
peuvent aider les divers ordres de gouvernement à mettre en place des politiques visant à améliorer la qualité 
de vie et l’accès aux services dans chaque quartier, à surveiller l’offre de logements et à améliorer l’accès à des 
logements abordables.

Dans plusieurs secteurs de compétence, il est possible de se procurer les données sur les types d’immeubles 
auprès des sources administratives. Toutefois, ces données n’existent pas pour toutes les municipalités ou pour 
des secteurs particuliers d’une ville ou d’une municipalité. Même si de tels ensembles de données sont constitués, 
ils sont parfois difficilement accessibles ou inaccessibles dans des formats normalisés. La création ou la mise à 
jour d’une base de données sur les types d’immeubles pour une grande région urbaine peuvent se faire au moyen 
de relevés, mais ces approches traditionnelles peuvent demander beaucoup de travail et s’avérer coûteuses. 
L’extraction automatique à grande échelle de ces données à l’aide d’images prises à partir de la rue peut offrir une 
solution de rechange viable. 
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Figure 1 
Exemple d’absence de caractéristiques distinctives sur les toitures de deux immeubles  

Source : Google Maps.

De nombreux travaux ont été réalisés dans le milieu universitaire et dans l’industrie afin d’extraire des données 
semblables sur les zones urbaines à l’aide de la télédétection. Par exemple, l’imagerie aérienne ou satellitaire a 
été utilisée pour recueillir des renseignements comme l’utilisation des terres en région urbaine et la couverture 
terrestre (Giri, 2016). Bien que les images aériennes et satellitaires puissent être utilisées pour extraire de telles 
données concernant une zone urbaine ou un quadrilatère, il demeure difficile de les utiliser pour classer les 
immeubles individuellement selon leur type. En effet, ces images ne fournissent pas une vue des façades des 
bâtiments, où les distinctions entre les différents types d’immeubles sont généralement apparentes. Comme le 
montre la figure 1, il n’existe pas de distinction explicite entre les toitures des différents types d’immeubles (p. ex. 
entre la toiture d’un immeuble d’appartements et celle d’un immeuble de bureaux), ce qui rend difficile l’utilisation 
de telles images pour établir le type d’immeuble. 

Les images prises à partir de la rue offrent une vue rapprochée des façades de l’immeuble et peuvent donc être 
utilisées pour établir le type d’immeuble. On trouve dans la littérature des initiatives d’extraction de données 
à partir d’images prises à partir de la rue. Elles comprenaient différentes applications, dont l’estimation de 
l’utilisation des terres (Li et coll., 2017) et de la composition démographique de quartiers (Gebru et coll., 2017). 
De plus, les images prises à partir de la rue ont été utilisées aux fins de classification des instances de bâtiments 
(Kang et coll., 2018). Les résultats des travaux cités montrent que les images prises à partir de la rue peuvent 
effectivement constituer une riche source d’information dans de multiples applications.

Dans le présent rapport, les RNC multiples sont peaufinés aux fins de la classification des bâtiments selon 
différents types (p. ex. maisons, immeubles d’appartements, bâtiments industriels) au moyen d’images prises 
à partir de la rue. Les ensembles de données utilisés pour peaufiner les paramètres des RNC et les tester ont 
été constitués par (Kang et coll., 2018), et mis à la disposition du public. Les caractéristiques des structures de 
façade des bâtiments qui apparaissent dans les images de la rue peuvent être saisies par les RNC et utilisées à 
des fins de classification. L’ensemble de données d’entraînement a été examiné et nettoyé manuellement afin de 
réduire les erreurs introduites par l’étiquetage automatique. Par la suite, plusieurs RNC de pointe ont été peaufinés 
pour accomplir la tâche de classification en utilisant l’ensemble de données amélioré. Le rendement obtenu aux 
phases d’entraînement et de validation de chaque RNC entraîné a été mesuré. De plus, les RNC entraînés ont été 
évalués au moyen d’un ensemble de données de test distinct d’images prises à partir de la rue (également fourni 
par l’ensemble de données de référence) de villes différentes de celles de l’ensemble de données d’entraînement. 
Les résultats obtenus montrent que le nettoyage de l’ensemble de données et le réglage des hyperparamètres ont 
permis d’améliorer considérablement les résultats obtenus par (Kang et coll., 2018).
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Le plan du rapport est le suivant : La section 2 donne un aperçu de l’apprentissage profond et de son utilisation 
dans la vision par ordinateur. La section 3 traite des ensembles de données et de l’entraînement des RNC utilisés 
dans la présente analyse. La section 4 présente les résultats obtenus, et la section 5 comporte la conclusion.  

2	 Apprentissage profond et réseaux neuronaux convolutifs

L’évolution constante des ressources de traitement comme les unités de traitement graphique et les ressources 
infonuagiques, ainsi que la disponibilité croissante de grands ensembles de données d’accès public pour l’analyse 
et l’élaboration de modèles ont accru la popularité de l’apprentissage automatique et de l’apprentissage profond 
pour saisir les structures complexes de données à grande échelle (Voulodimos et coll., 2018). L’apprentissage 
profond est actuellement un domaine très populaire qui a des applications dans de nombreux domaines tels 
que la vision par ordinateur et la vision industrielle, la reconnaissance automatique de la parole et le traitement 
automatique des langues.

La vision par ordinateur est un domaine où l’apprentissage profond est de plus en plus déployé pour extraire 
de l’information à partir de différents types d’images. La popularité croissante des approches basées sur 
l’apprentissage profond s’explique par le fait qu’elles donnent généralement de meilleurs résultats pour la 
vision par ordinateur que les techniques traditionnelles où les caractéristiques sont définies de façon explicite 
(Voulodimos et coll., 2018). Une catégorie particulière de réseaux neuronaux, les RNC, est de plus en plus 
populaire dans le domaine de la vision par ordinateur et est utilisée pour accomplir diverses tâches telles 
que la détection et la classification des objets, la segmentation sémantique, le suivi des mouvements et la 
reconnaissance faciale. Cela est attribuable à l’efficacité des RNC pour accomplir de telles tâches, car ils peuvent 
réduire le nombre de paramètres sans réduire la qualité des modèles obtenus (Voulodimos et coll., 2018). Ceci 
est important en raison de la grande dimensionnalité des images. La dimensionnalité fait référence au nombre 
de caractéristiques (variables) utilisées comme données d’entrée du modèle de prédiction ou de classification. 
Lorsque des images sont utilisées comme données d’entrée d’un modèle, le nombre de caractéristiques 
correspond généralement au nombre de valeurs de couleur des pixels contenus dans l’image. Par exemple, dans 
le cas d’une image rouge-vert-bleu de 512 x 512 pixels, le nombre de caractéristiques serait le nombre de pixels 
multiplié par trois (en raison de trois canaux de couleur), ce qui correspond à 786 432. Il s’agit d’un nombre élevé 
de caractéristiques et, par conséquent, l’utilisation de techniques de traitement efficaces dans un tel cas  
est cruciale.

Figure 2 
Exemple de réseau neuronal  

Couche d’entrée

Couches cachées

Couche de sortie

Données d’entrée Sortie

https://fr.wikipedia.org/wiki/Vision_industrielle
https://fr.wikipedia.org/wiki/Reconnaissance_automatique_de_la_parole
https://fr.wikipedia.org/wiki/Traitement_automatique_des_langues
https://fr.wikipedia.org/wiki/Traitement_automatique_des_langues
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Un réseau neuronal est composé d’un groupe de nœuds connectés ou d’unités appelées neurones artificiels 
(Dong et coll., 2021). Ces neurones imitent grossièrement les neurones d’un cerveau biologique. Un neurone 
artificiel reçoit un signal, une valeur, un nombre réel ou un ensemble de signaux, puis traite les données d’entrée, 
c’est-à-dire qu’il applique une fonction non linéaire, qu’il peut envoyer à d’autres neurones connectés à lui. La 
figure |2 montre un exemple de réseau neuronal. Les neurones sont généralement agencés en couches, et les 
couches peuvent effectuer différentes transformations à partir des données d’entrée reçues. Les signaux sont 
reçus par la couche d’entrée, puis traversent une ou plusieurs couches cachées avant d’atteindre la couche de 
sortie. Un réseau neuronal profond est un réseau neuronal composé de plusieurs couches cachées. Les couches 
entièrement connectées sont couramment utilisées dans les réseaux neuronaux profonds. Comme leur nom 
l’indique, les neurones d’une couche entièrement connectée sont entièrement connectés aux données de sortie 
de la couche précédente (voir la figure 2). Les données de sortie d’une couche entièrement connectée peuvent 
être utilisées comme résultats de classification ou alimenter une autre couche.

Un RNC est un type de réseau neuronal profond généralement composé de trois types de couches : les couches 
convolutives, les couches de sous-échantillonnage et les couches entièrement connectées (Voulodimos et 
coll., 2018). Une couche entièrement connectée est généralement précédée par les deux premiers types qui 
prennent les données d’entrée (généralement une image) et les transforment en un vecteur de caractéristiques. 
Les couches de sous-échantillonnage sont généralement insérées entre les couches de convolution. Elles 
effectuent un sous-échantillonnage sur les données d’entrée d’une couche de convolution pour en réduire la 
dimension. Cette réduction de la dimension spatiale a deux objectifs : elle réduit la complexité numérique et réduit 
également le surajustement1. Les couches entièrement connectées sont souvent utilisées après les couches de 
convolution et de sous-échantillonnage pour transformer les cartes d’attributs bidimensionnelles en un vecteur de 
caractéristiques unidimensionnel. 

3	 Entraînement des réseaux neuronaux convolutifs pour la classification des 
types d’immeubles 

3.1	 Ensemble de données utilisé 

Les images prises à partir de la rue facilement accessibles sont de plus en plus répandues. Depuis quelques 
années, plusieurs plateformes d’images prises à partir de la rue sont apparues; elles proposent différentes 
modalités de services et des degrés variés de « libre accès ». Google Street View (Google, 2020), Mapillary 
(Mapillary, 2014) et OpenStreetCam (Grab Holdings, 2009) en sont des exemples. Les images prises à partir de 
la rue offrent des possibilités remarquables d’enrichir les données sur les bâtiments par des renseignements 
complémentaires pertinents permettant d’autres analyses économiques et spatiales. De plus, elles sont utilisables 
à grande échelle, car elles fournissent généralement une bonne couverture géographique et elles sont  
facilement accessibles.

Dans une autre analyse menée par l’auteur du présent rapport, l’interface de programmation d’application (API) 
Google Street View Static a été utilisée pour produire des images d’essai dans le cadre d’un autre projet de vision 
par ordinateur (Al-Habashna, 2020, 2021) parce que l’API offre une vaste couverture, surtout dans les zones 
urbaines à l’échelle mondiale. L’API Google Street View Static permet de télécharger un panorama ou une vignette 
statique (non interactive) de la rue au moyen de requêtes HTTP (protocole de transfert hypertexte) (Google, 2020). 
On peut lancer une requête HTTP pour demander une image prise à partir de la rue et une image statique est 
renvoyée en réponse. Plusieurs paramètres peuvent être fournis dans la requête, comme l’inclinaison de la caméra 
(c.-à-d. l’angle de la caméra par rapport au véhicule Street View) et l’angle de vue (c.-à-d. l’étendue angulaire de la 
scène qui est photographiée par la caméra).

1.	 Le surajustement sera abordé à la section 4.
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Figure 3 
Échantillons d’images utilisées pour entraîner le modèle : a) immeuble d’appartements, b) église, 
c) maison et d) bâtiment industriel 

Source : API Google Street View.

La présente analyse utilise un grand ensemble d’images prises à partir de la rue générées par l’API Google 
Street View Static et rendues publiques par (Kang et coll., 2018). L’ensemble de données a été constitué et 
structuré de façon à être utilisé pour créer des modèles de classification des instances de bâtiments. L’ensemble 
de données de référence utilisé contient 19 658 images. Ces images proviennent de différentes villes du 
Canada et des États-Unis comme Montréal et New York. Les images sont réparties en huit classes différentes : 
immeubles d’appartements, églises, garages, maisons, constructions industrielles, immeubles de bureaux, 
commerces de détail et toitures. Les étiquettes de ces images ont été obtenues à partir d’OpenStreetMap (OSM) 
(OpenStreetMap, 2004). OSM attribue des étiquettes associées aux adresses (p. ex. maison, maison individuelle, 
immeuble d’appartements). Ces étiquettes ont été utilisées pour déduire la bonne étiquette associée à l’image. 
Par exemple, une image d’une adresse portant l’étiquette de maison individuelle est étiquetée comme une maison. 
Chaque classe comporte environ 2 500 images. Les images ont une résolution spatiale de 512 × 512 pixels et 



Statistique Canada – no 18-001-X au catalogue 11

Classification des types d’immeubles au moyen d’images prises à partir de la rue à l’aide de réseaux neuronaux convolutifs

ont été prises avec la valeur d’inclinaison de 10 et la valeur d’angle de vue par défaut de 90 degrés. La figure 3 
présente des échantillons d’images utilisées.

En raison de la méthode automatisée d’étiquetage utilisée pour préparer l’ensemble de données à partir des 
étiquettes d’OSM, il existe de nombreuses erreurs d’étiquetage dans l’ensemble de données d’entraînement 
(p. ex., une maison peut être étiquetée dans la catégorie immeubles d’appartements ou des garages). Par 
conséquent, l’étiquetage de l’ensemble de données a été examiné et corrigé manuellement. Dans la section 4, 
nous examinons plus en détail les erreurs d’étiquetage dans les ensembles d’entraînement, et montrons comment 
la correction de l’étiquetage des images peut améliorer considérablement la précision à la phase de classification 
par les modèles.  

3.2	 Réseaux neuronaux convolutifs entraînés

Comme l’entraînement d’un RNC comporte généralement des millions de paramètres et nécessite un très grand 
ensemble de données, le peaufinage des paramètres est une pratique courante lors de l’entraînement d’un RNC. 
Pour le peaufinage des paramètres, un modèle cible est créé à partir d’un modèle source. Le modèle cible est le 
modèle qui doit être entraîné, tandis que le modèle source est un modèle qui a déjà été entraîné pour un problème 
différent, mais pertinent. Le modèle source est utilisé comme point de départ, au lieu d’entraîner le modèle cible 
à partir de zéro. Par exemple, on peut utiliser un modèle de classification des animaux (chats, chiens, ours, etc.) 
comme modèle source, puis peaufiner les paramètres pour créer un modèle capable de classer les images de 
chiens en différentes races (golden retriever, labrador retriever, etc.).

Le modèle cible reproduit généralement tous les schémas de conception et leurs paramètres (p. ex. le nombre et 
la taille des couches cachées et leurs paramètres) du modèle source, à l’exception de la couche de sortie (Quinn, 
2019). Cela est particulièrement utile lorsque les paramètres copiés qui contiennent les connaissances acquises 
de l’ensemble de données source sont applicables à l’ensemble de données cible. Comme la taille de la couche 
de sortie (nombre de neurones) d’un modèle de classification est généralement égale au nombre de classes, une 
couche de sortie dont la taille de sortie correspond au nombre de catégories de l’ensemble de données cible est 
utilisée dans le modèle cible pour tenir compte de la différence en ce qui concerne le nombre de classes entre le 
modèle source et le modèle cible. Par la suite, les paramètres de la couche de sortie sont initialisés aléatoirement, 
et les paramètres du modèle cible sont ensuite peaufinés avec l’ensemble de données cible.

De nombreux RNC ont été entraînés à partir de grands ensembles de données et peuvent être utilisés pour le 
peaufinage des paramètres. Des exemples de ce genre de RNC sont les RNC entraînés au moyen de l’ensemble 
de données ImageNet (Russakovsky et coll., 2015) qui peuvent être peaufinés au moyen d’ensembles de données 
plus petits utilisés à d’autres fins. Dans la présente analyse, plusieurs architectures de RNC de pointe ont été 
peaufinées au moyen de l’ensemble de données de construction dont il a été question ci-dessus. Pour ce faire, 
toutes les couches de convolution de ces RNC sont peaufinées, telles qu’elles ont été présentées par (Kang et 
coll., 2018). Cela inclut de multiples variations de l’architecture ResNet (He et coll., 2016)ainsi que de l’architecture 
VGG16 (Simonyan et coll., 2015). 

Dans le présent rapport, deux modèles différents ont été entraînés en utilisant les architectures susmentionnées. 
Plusieurs versions du deuxième modèle ont également été entraînées pour comparer l’effet du réglage des 
hyperparamètres et de la correction de l’étiquetage. Voici la liste et la description des modèles élaborés :

1.	 Modèle binaire : modèle binaire qui classe les immeubles en deux classes, soit les immeubles résidentiels 
et les immeubles non résidentiels.

2.	Modèle à classes multiples : modèle qui répartit les immeubles en huit classes différentes : immeubles 
d’appartements, églises, garages, maisons, constructions industrielles, immeubles de bureaux, commerces 
de détail et toitures. Les différentes versions de ce modèle sont répertoriées ci-dessous :

a.	Version 1 : Un modèle entraîné en utilisant les mêmes paramètres que dans (Kang et coll., 2018), sauf 
pour l’exclusion.

b.	Version 2 : Un modèle entraîné en utilisant des paramètres différents et qui a apporté certaines 
améliorations.

c.	Version 3 : Un modèle entraîné en utilisant les mêmes paramètres que ceux de la version 2, mais avec un 
ensemble de données qui a été mis à jour manuellement afin de corriger l’étiquetage.
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4	 Résultats

4.1	 Modèle de classification binaire

Dans cette section, nous examinons les résultats du modèle binaire. Ce modèle classe les immeubles en 
deux classes, soit les immeubles résidentiels et les immeubles non résidentiels. À cette fin, l’ensemble d’images 
a été réparti en deux types. Le premier type est les immeubles résidentiels, qui comprennent les maisons et les 
immeubles d’appartements. Le deuxième type est les immeubles non résidentiels, qui comprennent les autres 
classes comme les immeubles de bureaux, les bâtiments industriels. Ensuite, l’ensemble de données a été utilisé 
pour peaufiner les architectures des RNC (c’est-à-dire ResNet18, ResNet34 et VGG16). Comme il a été mentionné 
précédemment, chaque classe de l’ensemble d’images contient environ 2 500 images. L’ensemble d’images a été 
divisé en un ensemble de données d’entraînement et un ensemble de données de validation, comprenant 80 % et 
20 % des images respectivement. Les couches entièrement connectées de ces architectures ont été initialisées 
aléatoirement, tandis que les valeurs originales des paramètres des couches convolutives ont été utilisées. Les 
mêmes paramètres utilisés par (Kang et coll., 2018) ont été adoptés pour ce modèle. L’algorithme de descente de 
gradient stochastique a été utilisé avec un taux d’apprentissage de 45.10α −= , une valeur de momentum de p = 0,9 
et un facteur de dégradation (sur le taux d’apprentissage) de 0,1 par 30 époques. De plus, la perte d’entropie 
croisée a été utilisée pendant la phase d’entraînement avec une pénalisation de poids de ω = 10-5. Les images 
d’entrée ont été réduites à 256 × 256 pixels. Par la suite, l’amplification des données a également été utilisée en 
recadrant aléatoirement les images d’entrée à 224 × 224 pixels et en appliquant aléatoirement un basculement 
horizontal sur les images rognées avant de les alimenter dans un réseau. Les RNC ont été déployés avec PyTorch 
(PyTorch, 2016) et entraînés sur un serveur Notebook doté d’un processeur graphique NVIDIA V100 de 32 Go. 

La figure 4 montre la courbe d’apprentissage des phases d’entraînement et de validation des RNC entraînés 
jusqu’à 80 époques. Les courbes d’apprentissage montrent que tous les RNC convergent à compter de 
l’époque 40. Cela signifie qu’aucune autre amélioration (ou changement considérable) n’est réalisée en ce qui 
concerne les précisions pour tous les réseaux entraînés après l’époque 40. Le tableau 1 présente les meilleures 
précisions de validation et d’entraînement réalisées pour les trois architectures. D’après les courbes de précision 
à la phase d’entraînement et les résultats présentés dans le tableau, on constate que la meilleure précision à la 
phase d’entraînement a été obtenue par l’architecture ResNet34, qui a atteint une précision de 0,95. Cependant, 
les autres RNC ont obtenu des valeurs similaires de précision à la phase d’entraînement.

La précision à la phase de validation est la précision obtenue au moyen de l’ensemble de données de validation, 
qui est un ensemble de données que le modèle n’a pas vu durant la phase d’entraînement. Le RNC VGG16 a 
obtenu la meilleure précision à la phase de validation, soit 0,90. Les autres RNC ont obtenu des valeurs similaires 
de précision à la phase de validation.

Figure 4 
Courbes d’apprentissage des phases d’entraînement et de validation des réseaux neuronaux convolutifs 
(modèle binaire) : a) ResNet18, b) ResNet34 et c) VGG16

Source : Calculs de l’auteur.
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Tableau 1 
Précision aux phases d’entraînement et de validation obtenue par les réseaux neuronaux convolutifs entraînés (modèle binaire)
Architecture Précision à la phase d’entraînement Précision à la phase de validation
ResNet18 0,93 0,89
ResNet34 0,95 0,89
VGG16 0,93 0,90
Source : Calculs de l’auteur.

Aucun des RNC peaufinés ne montre un comportement de surajustement important, le VGG16 présentant la plus 
petite différence entre la précision d’entraînement et de validation. Le surajustement est un résultat indésirable 
de l’entraînement du modèle qui survient lorsque le modèle représente trop bien les données d’entraînement 
au lieu de les représenter de façon générique et de fournir une grande précision à la phase de prédiction ou de 
classification pour tout ensemble de données. L’architecture ResNet34 présente la plus grande différence entre la 
précision à la phase d’entraînement et à la phase de validation en raison du nombre élevé de paramètres dans  
ce réseau. 

4.2	 Modèle à classes multiples

Comme il a été mentionné précédemment, un deuxième modèle a été construit avec quatre architectures RNC 
pour classer les bâtiments en huit types : immeubles d’appartements, églises, garages, maisons, constructions 
industrielles, immeubles de bureaux, commerces de détail et toitures. Trois versions de chaque architecture RNC 
ont été entraînées. Les trois versions du modèle à classes multiples sont présentées de nouveau ici pour plus  
de clarté :

a.	Version 1 : Un modèle entraîné en utilisant les mêmes paramètres que dans (Kang et coll., 2018), sauf pour 
l’exclusion.

b.	Version 2 : Un modèle entraîné en utilisant des paramètres différents et qui a apporté certaines 
améliorations.

c.	Version 3 : Un modèle entraîné en utilisant les mêmes paramètres que ceux de la version 2, mais avec un 
ensemble de données qui a été mis à jour manuellement afin de corriger l’étiquetage.

Version 1

La figure 5 montre la courbe d’apprentissage des phases d’entraînement et de validation des RNC entraînés (c’est-
à-dire ResNet18, ResNet34, ResNet50 et VGG16) jusqu’à 80 époques. Les courbes d’apprentissage montrent 
que tous les RNC convergent à compter de l’époque 60, c’est-à-dire qu’aucune autre amélioration n’est réalisée 
en ce qui concerne les précisions pour tous les réseaux entraînés après l’époque 60. Les meilleures précisions 
de validation et d’entraînement obtenues pour tous les RNC entraînés sont également présentées dans le 
tableau 2. D’après les courbes de précision à la phase d’entraînement et les résultats présentés dans le tableau, 
on constate que la meilleure précision à la phase d’entraînement a été obtenue par l’architecture ResNet50, 
qui a atteint une précision de 0,92. Les autres RNC ont obtenu une précision d’entraînement d’environ 0,80. La 
précision à la phase de validation est la précision obtenue au moyen de l’ensemble de données de validation, qui 
est un ensemble de données que le modèle n’a pas vu durant la phase d’entraînement. La meilleure précision à la 
phase de validation (0,70) a été obtenue par les architectures VGG16 et ResNet50, tandis que les autres RNC ont 
obtenu des précisions à la phase de validation similaires (0,67 pour ResNet et 0,69 pour ResNet34). Les résultats 
montrent qu’un certain surajustement peut être observé pour les architectures ResNet34 et ResNet50. Comme 
nous l’avons expliqué précédemment, le surajustement est un résultat indésirable de l’entraînement du modèle qui 
survient lorsque le modèle représente trop bien les données d’entraînement au lieu de les représenter de façon 
générique et de fournir une grande précision à la phase de prédiction ou de classification pour tout ensemble de 
données. Pour les architectures ResNet34 et ResNet50, le surajustement survient lorsque la précision à la phase 
d’entraînement est supérieure à la précision à la phase de validation. Ces résultats découlent du grand nombre de 
paramètres dans ces réseaux.  

La figure 6 présente des échantillons des résultats obtenus à partir d’un ensemble de données de test. L’ensemble 
de données de test comprend des images recueillies dans des villes autres que celles qui font partie de 
l’ensemble de données d’entraînement. Les résultats présentés ici ont été obtenus par l’architecture VGG16, car 
elle affichait la meilleure précision à la phase de validation et le comportement de surajustement le plus faible. 
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L’ensemble de données de test comprend environ 2 000 images (chaque classe comporte environ 250 images). 
La précision à la phase de classification obtenue par l’architecture VGG16 au moyen de cet ensemble était de 
0,59, ce qui correspond aux résultats obtenus par (Kang et coll., 2018). La figure 6 présente des échantillons 
des résultats obtenus par l’architecture VGG16 à partir de l’ensemble de données de test susmentionné. Les 
échantillons montrent de nombreux exemples de cas où le modèle a correctement classé les images. Cependant, 
dans certains cas, les images ont été mal classées. Par exemple, un garage peut être mal classé dans la classe 
des maisons (ou vice versa), car, dans la plupart des cas, le garage est attenant à une maison. L’image dans le 
coin supérieur droit représente une construction résidentielle qui, initialement, a été mal placée dans la classe des 
toitures. L’examen de l’ensemble de données (ensembles de données d’entraînement et de test) a montré que de 
nombreuses images sont mal étiquetées. Par conséquent, une correction manuelle de l’étiquetage des données 
est effectuée, et un nouveau modèle (version 3) est entraîné à partir de l’ensemble de données amélioré. 

Figure 5 
Courbes d’apprentissage des phases d’entraînement et de validation des réseaux neuronaux convolutifs 
(modèle à classes multiples — version 1) : a) ResNet18, b) ResNet34, c) ResNet50 et d) VGG16

Source : Calculs de l’auteur.
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Tableau 2 
Précision obtenue aux phases d’entraînement et de validation par les réseaux neuronaux convolutifs entraînés (modèle à 
classes multiples — version 1)
Architecture Précision à la phase d’entraînement Précision à la phase de validation
ResNet18 0,76 0,67
ResNet34 0,85 0,69
ResNet50 0,92 0,70
VGG16 0,79 0,70

Source : Calculs de l’auteur.

Figure 6 
Échantillons des résultats obtenus par l’architecture VGG16 (modèle à classes multiples — version 1) à 
partir d’un ensemble de données de test

Source : Résultat du traitement d’images provenant de l’API Google Street View par l’auteur.

Version 2

Une deuxième version du modèle à classes multiples a été entraînée avec des paramètres différents. Dans ce 
modèle, le facteur de dégradation (sur le taux d’apprentissage) a été fixé à 0,1 par 5 époques. Le nombre d’époques 
a été fixé à 15, et la perte d’entropie croisée a été utilisée pendant la phase d’entraînement avec une pénalisation de 
poids de  10-3. Nous avons également éliminé le recadrage aléatoire des images (une partie de l’amplification des 
données), car il semblait avoir un effet négatif, et supprimé aléatoirement des caractéristiques dans les images de 
l’ensemble d’entraînement. Cela a eu une incidence sur la précision à la phase d’entraînement. De plus, une couche 
d’extinction de neurone a été introduite pour les RNC avec une probabilité d’exclusion de 0,15. 

La figure 7 montre la courbe d’apprentissage des phases d’entraînement et de validation des RNC entraînés (c’est-
à-dire ResNet18, ResNet34, ResNet50 et VGG16) jusqu’à 15 époques. Les courbes d’apprentissage montrent 
que tous les RNC convergent à compter de l’époque 12. Les meilleures précisions de validation et d’entraînement 
obtenues pour tous les RNC entraînés sont également présentées dans le tableau 3. D’après les courbes de 
précision à la phase d’entraînement et les résultats présentés dans le tableau, on constate que la meilleure 
précision à la phase d’entraînement a été obtenue par l’architecture VGG16, qui a atteint une précision de 0,91. 
D’autres RNC ont obtenu des précisions d’entraînement allant de 0,83 à 0,88. La meilleure précision à la phase 
de validation (0,74) a également été obtenue par l’architecture VGG16, tandis que les architectures ResNet34 et 
ResNet50 ont atteint une précision à la phase de validation de 0,73. Une amélioration considérable (jusqu’à 5,7 
% d’augmentation par rapport à la première version) a été obtenue avec les nouveaux paramètres et l’approche 
d’augmentation des données. Cependant, on a également observé une augmentation de la précision à la phase 
d’entraînement pour tous les RNC (sauf ResNet50), malgré l’ajout d’une couche d’exclusion. L’augmentation 
de la précision à la phase d’entraînement était due à l’élimination du recadrage aléatoire à la suite duquel des 
caractéristiques distinctives des bâtiments ont pu être rognées de manière aléatoire.



Statistique Canada – no 18-001-X au catalogue16

Classification des types d’immeubles au moyen d’images prises à partir de la rue à l’aide de réseaux neuronaux convolutifs

Figure 7 
Courbes d’apprentissage des phases d’entraînement et de validation des réseaux neuronaux convolutifs 
(modèle à classes multiples — version 2) : a) ResNet18, b) ResNet34, c) ResNet50 et d) VGG16

Source : Calculs de l’auteur.

Tableau 3 
Précision obtenue aux phases d’entraînement et de validation par les réseaux neuronaux convolutifs entraînés (modèle à 
classes multiples — version 2)
Architecture Précision à la phase d’entraînement Précision à la phase de validation
ResNet18 0,83 0,71
ResNet34 0,87 0,73
ResNet50 0,88 0,73
VGG16 0,91 0,74

Source : Calculs de l’auteur.

Version 3

Une troisième version du modèle a été entraînée. Deux modifications ont été apportées au troisième modèle. 
Premièrement, l’ensemble de données a été examiné manuellement pour corriger les erreurs d’étiquetage des 
données. Les images de chaque classe ont été examinées afin de supprimer les images qui s’y trouvaient par 
erreur. La plupart des travaux de nettoyage concernaient les classes des garages et des toitures. Les données 
de la classe des garages contenaient de nombreuses images de maisons dont beaucoup n’avaient même pas 
de garage attenant. Les données dans cette classe ont été nettoyées pour contenir des images de garages 
ou du moins de maisons où un garage était apparent. En ce qui concerne la classe des toitures, l’ensemble de 
données est censé contenir les structures de toitures, comme celles des stations-service ou sur les façades 
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d’hôtels. Toutefois, l’ensemble de données pour cette classe contenait d’autres images (maisons, immeubles 
d’appartements, etc.). En plus d’améliorer l’étiquetage des ensembles d’images, la probabilité d’exclusion pour 
ResNet50 et VGG15 a été réglée à 0,25.

Pour cette version, nous ne montrons que les valeurs les plus élevées obtenues pour la précision aux phases 
d’entraînement et de validation (tableau 4). D’après le tableau, on constate que la meilleure précision à la phase 
d’entraînement a été obtenue par l’architecture VGG16, qui a atteint une précision de 0,92. La précision à la phase 
d’entraînement pour les autres RNC variait entre 0,80 et 0,88. En raison de la valeur plus élevée de la probabilité 
d’exclusion utilisée pour l’architecture ResNet50, la plus grande précision à la phase d’entraînement est inférieure 
à celle obtenue par les architectures ResNet18 et ResNet34.

La meilleure précision à la phase de validation (0,78) a également été obtenue par l’architecture VGG16, les 
autres RNC ayant obtenu des valeurs de précision à la phase de validation allant de 0,75 à 0,77. Cela signifie 
que l’on obtient jusqu’à 11,4 % d’augmentation par rapport à la première version. Comme on peut le constater, 
une amélioration considérable découle du nettoyage de l’ensemble de données. Cela s’explique par le fait que 
le nettoyage élimine les images de l’ensemble de données d’entraînement ou de validation qui sont placées par 
erreur dans la mauvaise classe — ces images confondent le modèle entraîné et en réduisent  
la précision. 

Tableau 4 
Précision obtenue aux phases d’entraînement et de validation par les réseaux neuronaux convolutifs entraînés (modèle à 
classes multiples — version 3)
Architecture Précision à la phase d’entraînement Précision à la phase de validation
ResNet18 0,84 0,75
ResNet34 0,88 0,76
ResNet50 0,80 0,77
VGG16 0,92 0,78

Source : Calculs de l’auteur.

La figure 8 montre les matrices de confusion obtenues à partir de l’ensemble de données de validation de la 
troisième version des RNC peaufinés. Comme on peut le voir, la meilleure précision à la phase de classification a 
été obtenue pour les classes des maisons, des garages et des toitures. Cela s’explique par le fait que ces classes 
présentent des caractéristiques distinctives. Cela montre également la contribution importante de la correction 
manuelle de l’étiquetage pour aider le modèle à faire la distinction entre la classe des maisons et la classe des 
garages. Les pires résultats de classification ont été obtenus pour les classes des commerces de détail et des 
immeubles de bureaux. Les commerces de détail ont des caractéristiques communes avec d’autres classes. Par exemple, 
elles peuvent être confondues avec la classe des constructions industrielles (les bâtiments industriels peuvent avoir des 
affiches), la classe des toitures (on retrouve surtout des toitures sur les stations-service avec des dépanneurs) et la classe des 
appartements (il peut y avoir des magasins au rez-de-chaussée). Certains immeubles de bureaux peuvent ressembler à des 
immeubles d’appartements ou avoir des magasins au rez-de-chaussée, ce qui peut faire en sorte qu’ils soient classés dans 
les catégories susmentionnées.   

Comme il a été mentionné précédemment, l’ensemble de données de référence contient un ensemble de données 
de test. L’ensemble de données de test comprend 2 000 images recueillies dans des villes autres que celles 
qui font partie de l’ensemble de données d’entraînement. La version 3 du modèle VGG16 a été exécutée à partir de 
l’ensemble de données de test, car ce modèle a fourni la meilleure précision à la phase de validation. La précision à la 
phase de classification obtenue avec l’architecture VGG16 (version 3) à partir de cet ensemble était de 0,69. Il s’agit d’une 
amélioration importante (17 %) de la précision par rapport à celle obtenue par la version 1 et à celle obtenue par (Kang et 
coll., 2018).

Malgré les résultats positifs obtenus, il est possible de faire mieux. En analysant et en optimisant les classes et 
l’ensemble de données d’entraînement, l’étiquetage de l’ensemble de données d’entraînement pourrait être encore 
amélioré et permettre une classification plus précise.
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Figure 8 
Matrices de confusion obtenues à partir de l’ensemble de données de validation par les réseaux 
neuronaux convolutifs peaufinés (modèle à classes multiples — version 3) : a) ResNet18, b) ResNet34,  
c) ResNet50 et d) VGG16

Source : Calculs de l’auteur.
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5	 Conclusion et travaux futurs

Dans la présente recherche, les réseaux neuronaux convolutifs (RNC) ont été peaufinés pour classer les bâtiments 
en fonction de leurs différents types (p. ex. maisons, immeubles d’appartements, bâtiments industriels) au moyen 
de leurs images prises à partir de la rue. Les RNC utilisent la structure de la façade dans l’image du bâtiment afin 
de le classer. Plusieurs RNC de pointe (p. ex. ResNet50 et VGG16) ont été peaufinés pour classer les bâtiments au 
moyen de leurs images prises à partir de la rue. Le rendement obtenu aux phases d’entraînement et de validation 
de chaque RNC entraîné a été mesuré et est énoncé dans le présent document. Au total, trois versions d’un 
modèle à classes multiples ont été entraînées et présentées. Dans la première version, les RNC ont été peaufinés 
selon un ensemble de données d’entraînement et évalués selon un ensemble de validation distinct d’images 
prises à partir de la rue. Une précision de validation allant jusqu’à 0,7 (ou 70 %) a été obtenue avec la première 
version du modèle. Une deuxième version du modèle à classes multiples a été entraînée avec tous les réseaux 
sur le même ensemble de données, mais avec un réglage supplémentaire des hyperparamètres et une approche 
différente de l’augmentation des données. Une précision de validation de 0,74 ou 74 % (c.-à-d. une amélioration 
de 5,7 % par rapport à la première version) a été obtenue avec la deuxième version du modèle. En outre, une 
troisième version du modèle a été entraînée avec les mêmes paramètres que la deuxième version, mais au moyen 
d’un ensemble de données qui a été examiné manuellement pour corriger les erreurs d’étiquetage des images. 
La troisième version du modèle a connu encore plus de succès : sa précision de validation est allée jusqu’à 0,78 
ou 78 % (soit une amélioration de 11,4 % par rapport à la première version). Outre ce qui précède, les modèles 
ont été évalués selon un ensemble d’essai d’images prises dans des villes différentes de celles de l’ensemble de 
données d’entraînement. Les résultats montrent que les RNC peuvent être utilisés pour classer les bâtiments au 
moyen de leurs images prises à partir de la rue avec une précision de classification allant jusqu’à 0,78 (ou 78 %) au 
moyen d’images d’essai de bâtiments des mêmes villes dans l’ensemble de données d’entraînement et avec une 
précision allant jusqu’à 0,69 (ou 69 %) au moyen d’images d’essai de villes différentes. Les résultats obtenus avec 
la troisième version du modèle au moyen de l’ensemble d’essai provenant de différentes villes ont montré une 
augmentation de 17 % de la précision de classification par rapport à celle obtenue avec la première version.

Malgré les résultats positifs, il est possible de faire mieux pour améliorer la précision de la classification des 
modèles. D’autres travaux pourraient être mis en œuvre pour améliorer et restructurer les ensembles de données, 
et combiner certaines catégories similaires comme les maisons et les garages afin d’accroître la précision des 
modèles. L’apprentissage par transfert pourrait également être mis en œuvre pour peaufiner et mettre à l’essai 
les modèles au moyen d’images qui, dans la présente application, ont été prises exclusivement dans une ville du 
Canada. De plus, les RNC pourraient être peaufinés pour produire différents modèles de classification pouvant 
être utilisés afin d’extraire plus de caractéristiques des bâtiments d’intérêt (p. ex. maison jumelée, maison en 
rangée). Aussi, un système automatique pourrait être élaboré pour la mise en commun de l’acquisition et de la 
classification d’images avec les modèles entraînés. En particulier, l’API Google Street View Static a des limites et 
des modalités d’utilisation. Par conséquent, tout modèle dépassant le niveau de la validation de principe pourrait 
nécessiter un entraînement avec des images obtenues à partir d’une variété de sources différentes.
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